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" Znalosti v uceni

m Umime se ucit funkce vstup — vystup.

m Jedinou dodatecnou znalost, kterou jsme
vyuzili, byl tvar hypotezy (prostor hypotez).

m M{zeme vyuzit jiz ziskané znalosti o svété
(background knowledge)?

m Znalosti budeme nejcastéji vvycjiadFovat v
predikatove logice prvniho radu. c

m Metody:
metoda nejlepsi soucasné hypotézy
prostor verzi
induktivni logické programovani
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Eegicka formulace uceni

m Priklady i hypotézy budou logické formule.

= Priklady
atributy budou reprezentovany unarnimi predikaty
Alternate(X;) A —Bar(X;) A —Fri/Sat(X;) A Hungry(X,) ...
klasifikace prikladu bude také vyjadrena tzv. cilovym predikatem
WillWait(X;) nebo —WillWait(X;)

m Hypotéza bude mit zakladni tvar
vx Goal(x) < C(x)
G je tzv. extenze hypotézy

vr WillWait(r) < Patrons(r,Some) s

v (Patrons(r,Full) A Hungry(r) A Type(r,French))
v (Patrons(r,Full) A Hungry(r) A Type(r,Thai) A Fri/Sat(r))
v (Patrons(r,Full) A Hungry(r) A Type(r,Burger))
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" Prostor hypotéz

= Prostor hypotéz je mnozina vSech hypotéz.

m Ucici algoritmus prepoklada, Ze néjaka hypoteza je
spravna, tj. plati:

hy vhy,vhy;v..vh

0 H;épotezy, které nejsou konzistentni s priklady,
isjunkce eliminujeme.

= Dva typy nekonzistence (pro binarni klasifikaci)
pojmy plvodné z mediciny

faleSné negativni — hypotéza tvrdi, Ze priklad je
negativni, ale ve skutecnosti je p02|t|vn|

falesné pozitivni — hypotéza tvrdi, ze priklad je
pozitivni, ale ve skutecnosti je negatlvnl
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" ~EEEEtoda nejlepsi hypotezy

m Udrzujeme jednu hypotézu (current-best
hypothesis) a podle priklad( ji upravujeme

priklad je s hypotézou konzistentni
— hypotézu neménime

faleSné negativni oA — - Lo+
— hypotézu zobecnime e U3

falesné pozitivni
— hypotézu specializujeme -
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" <EEtoda nejlepsi hypotezy

algoritmus

function CURRENT-BEST-LEARNING(ezamples, h) returns a hypothesis or fail

if ezamples is empty then
return h
e +—— FIRST(examples)
if e is consistent with A then
return CURRENT-BEST-LEARNING(REST(exzamples), h)
else if e is a false positive for h then
for each b’ in specializations of h consistent with ezamples seen so far do
h'" « CURRENT-BEST-LEARNING(REST(exzamples), h')
if h"" # fail then return h”
else if ¢ is a false negative for / then
for each &’ in generalizations of h consistent with ezamples seen so far do
h' «— CURRENT-BEST-LEARNING(REST(ezamples), h')
if h” # fail then return h”
return fail
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" ~EEEEEEtoda nejlepsi hypoteézy

specializace a generalizace

Co to presné znamena zobecnit/specializovat hypotézu?

m Pokud je hypoteza h, zobecnenim
Alt | Bar [ Fri| Hun | Pat | Price| Hain | Res| T Es Wai

hypOteZy h2’ pOtom platl X, T: FIF|T Sorr:e 88 | F | T Fr:::h 0-1; T!

VX CZ(X) = Cl(X) Xo |T|F|F| T |Fm| $ | F|F| Thai|30-60| F

X3 F T F F |Some $ F F | Burger| 0-10 T

. . . ’ 7.0 o [Tl e T TR s | F|F|Thefoso| T

[ ] Ci je typlcky kOﬂ]UI’\kCI predlkatu Xo | T F | T F [Fn|sss| F|T |Fench| 560 | F
zobecnéni udélame ,vypusténim® podminek | ¥ |F| T f | F el 51T | F [l 00|+

nebo pfidanim disjunkce Yo |ELEEDT Jsomel s5 | T )T Thi |00 f T
specializaci udéldme pFidanim podminek Yo [Tl v || 7 [k |sss | F | T et 1030| F

Stani Siaké digi Xy |F|F|F| F |None| $ F | F| Thai fo-t0]| F

nebo vypusténim nejake disjunkce AR A LA A B s I B (A P ot I

m Ukazka postupu:
prvni priklad je pozitivni, atribut Alternate(X,) je pravda, takze necht’ je prvni hypotéza
h,: vx WillWait(x) < Alternate(x)

druhy pfiklad je negativni, hypotéza Fika pozitivni, mame falesné pozitivni reakci,
muUzeme specializovat pridanim predikatu

h,: vx WillWait(x) < Alternate(x) A Patrons(x,Some)

treti priklad je pozitivni, hypotéza Fika negativni, mame faleSné negativni reakci,
potfebujeme zobecnit, napriklad odstranenim predikatu Alternate(x)

h;: Vx WillWait(x) < Patrons(x,Some)

Ctvrty priklad je pozitivni, b{potézg fika negativni, mame faleSné negativni reakci,
potfebujeme zobecnit napfiklad pfidanim disjunkce (odstranit predikat nem{zeme)

h;: vx WillWait(x) < Patrons(x,Some) v (Patrons(x,Full) A Fri/Sat(x))
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" <EEtoda nejlepsi hypotezy

vlastnosti

m Po kazdé modifikaci hypo‘t,éal je potreba
kontrolovat vsechny predchozi priklady
(pouze modifikace, ktere jsou s nimi konzistentni,
jsou povolene).

m Pri prohledavani Casto dochazi k mnozstvi
navrati (backtracking).

m Praplvodce problémU — prilis silny zavazek
algoritmus musi v kazdém kroku vybrat jednu

konkrétni hypotézu i kdyz k tomu nema dostatek
informaci

= ReSenim miize byt metoda nejmensich
zavazku.
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.
Prostor verzi

m Prostor hypotéz Ize reprezentovat disjunkci h, v h, v hy v... v h,
m Pokud je né&jaka hypotéza nekonzistentni s prikladem, vyradlme ji z
disjunkce.

m Mezi zbylymi hypotézami v disjunkci porad zlstava ta spravna
(pokud existuje).

m Obecné prostor verzi (version space) je mnozina moznych
hypotéz, které jsou konzistentni s dosud zpracovanymi priklady.

m Algoritmus eliminace kandidatd postupné zmensuje prostor verzi.

function VERSION-SPACE-LEARNING( examples) returns a version space
local variables: V', the version space: the set of all hypotheses

V « the set of all hypotheses
for each example ¢ in examples do

if V' is not empty then V' «— VERSION-SPACE-UPDATE(V, e)
return V'

function VERSION-SPACE- UPDATE(V IL) returns an updated version space

V «—{h€ V. his consistent with e}

m Algoritmus je inkrementalni
po pridani prikladu neni potreba kontrolovat predchozi priklady
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—— Prostor verzi

reprezentace

m Jak reprezentovat velkou (potencialné nekonecnou) disjunkci?

m Pokud mame k dispozici usporadam hypotéz (a to mame
pomoci zobecnéni/specializace), mizeme prostor verzi
reprezentovat dolni a horni mezi.

G = nejobecnéjsi hypotézy
m konzistentni s dosavadnimi
priklady

j \ ; / \ vt . » 7adna konzistentni hypotéza neni
T obecné&jsi

= na zacatku True

This region all inconsistent

S = nejspecifictéjsi hypotézy

\h d G s konzistentni s dosavadnimi
= ore HPU.JT[L V7
- priklady

- » zadna konzistentni hypotéza neni
This region all inconsistent SpECIfICte]SI

» na zacatku False

VSechny hypotézy mezi S a G jsou konzistentni s priklady
a zadné jine konzistentni nejsou.
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" —— Prostor verzi

update

m Po pridani nového prikladu upravime mnoziny G a S takto:
priklad je falesné pozitivni pro S;
% vyradime S; z mnoziny S
priklad je faleSné negativni pro S;
% nahradime S, v mnoziné S vSemi primymi zobecnénimi
priklad je falesné pozitivni pro G;
% nahradime G, v mnoziné G vSemi primymi specializacemi
priklad je faleSné negativni pro G;
% vyfadime G; z mnoziny G

= Algoritmus eliminace kandidatl konci pokud:
zUstala jedina hypotéza
prostor hypotéz zkolaboval (mnozina G nebo S je prazdna)
vycerpali jsme vSechny priklady
= prostor verzi potom reprezentuje disjunkci

= pokud zbylé hypotézy klasifikuji rlizn€, mdzeme vybrat majoritni
odpoved’

Uméla inteligence Il, Roman Bartak

" —— Prostor verzi

vlastnosti

= Sumv datech nebo chybéjici hodnoty atributd
zpUsobuji kolaps prostoru verzi.

zatim nebylo nalezeno obecné fungujici reseni

m Pokud povolime neomezené disjunkce, tak
S bude disjunkce popistl pozitivnich prikladd
G bude negace disjunkce popist negativnich prikladl

miZzeme omezit tvar disjunkce nebo pouzijeme
hierarchii zobecneni predikatu

= misto WaitEstimate(x,30-60) v WaitEstimate(x,>60)
pouzijeme LongWait(x)

m Algoritmus byl pouzit v systemu Meta-DENDRAL
pro uceni se pravidel predpovidajicich, jak se
molekuly rozdéli na Casti pri hmotové
spektrografii.
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Induktivni logické programovani (ILP)
kombinuje induktivni ucici metody s logickou
reprezentaci (logickymi programy).

Na rozdil od technik zaloZenych na atributech _ —
ILP umi dobre pracovat s relacemi. "

m V principu se jedna o reSeni problému:

hledani hypotézy pouzitim znamych znalosti
Background z prikladt popsanych Descriptions a
Classifications, tz.

Background A Hypothesis A Descriptions |= Classifications

Dvé hlavni metody uceni:

postup shora-dold (systém FOIL)
inverzni rezoluce (systém PROGOL)
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" ILP problém

Background A Hypothesis A Descriptions |= Classifications

Priklady jsou typicky popsany Prologovskymi fakty
Father(Philip,Charles), Father(Philip, Anne), ..

Mother (Mum,Margaret), Mother(Mum, Elizabeth), ..
Married(Diana, Charles), Married(Elizabeth, Philip), ..
Male(Philip), Male(Charles), ..

Female(Beatrice), Female(Margaret),..

Podobné znama klasifikace je dana fakty
Grandparent(Mum,Charles), Gradparent(Elizabeth, Beatrice), ..
—Gradparent(Mum,Harry), — Grandparent(Spencer,Peter), ..

Mozna hypotéza

Grandparent(x,y) < [Jz Mother(x,z) A Mother(z,y)]
[3z Mother(x,z) A Father(z,y)]
[3z Father(x,z) A Mother(z,y)]
[3z Father(x,z) A Father(z,y)]

Pouzijeme-li znalost
Parent(x,y) < Mother(x,y) v Father(x,y)

Potom mlzeme hypotézu zjednodusit
Grandparent(x,y) < [3z Parent(x,z) A Parent(z,y)]
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" NN Metoda shora-doli

m Zacneme klauzuli s prazdnym télem
Grandfather(x,y) <«

princip

m Klasifikuje vSechny priklady jako pozitivni, takze ji postupné

budeme specializovat
pridanim literalu do téla klauzule

Grandfather(x,y) « Father(x,y)
Grandfather(x,y) « Parent(x,z)
Grandfather(x,y) « Father(x,z)

= vybereme tu specializaci, ktera klasifikuje nejvice pozitivnich a

negativnich prikladd
pokracujeme ve specializaci

Grandfather(x,y) « Father(x,z) A Parent(z,y)
Eokud nemame k dispozici znalost Parent, mdzeme ziskat vice

lauzuli

Grandfather(x,y) « Father(x,z) A Father(z,y)
Grandfather(x,y) « Father(x,z) A Mother(z,y)

» kazda klauzule pokryva nékteré pozitivni priklady a Zadny negativni

priklad
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" - Metoda shora-dolu

function FOIL(cxampies, targel) returns a set of Horn clauses
inputs: cramples, set of examples
target, a literal for the goal predicate
local variables: elauses, set of ¢lauses, initially empty

while examples contains positive exumples do

algoritmus

Postupné stavime klauzule
pokryvajici pozitivni priklady

clause — NEW-CLAUSE(examples, larget)
remove positive examples covered by clause from examples
add clause to clanses

return clauses

function NEW-CLAUSE( ezamples, target) returns a Horn clause
local variables: clause, a clause with target as head and an empty body
{, a literal 1o be added to the clause
extended _cxamples, a set of examples with values for new variables

extended_ecxamples — examples .
while czlended _cxamples contains negative examples do
{ — CHOOSE-LITERAL{NEW-LITERALS(clause), extended _ezamples)

append { to the body of clause .
extended _evamples — set of examples created by applying EXTEND-EXAMPLE

to each example in extended.examples
return clause

function EXTEND-EX AMPLE(ezample, literal) returns a set of examples

if example satisfies fiteral _ )
then return the set of examples created by extending ezample with
each possible constant value for each new variable in literal

else return the empty set

Literaly se vybiraji ze znamych

predikatd, rovnosti/nerovnosti a

aritmetickych porovnani

»musi obsahovat proménnou,
ktera uz v klauzuli je

+mlzeme pouzit znalost typt
(Cislo, osoba,...)

+volba literalu se déla na zakladé
informacniho zisku

m Systém FOIL se naucil fadu program@ pro praci se seznamy (napt.

append, QuickSort)
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" - Tnverzni rezoluce

m Background A Hypothesis A Descriptions |= Classifications

m Obecna rezoluce tedy musi dokazat Classifications z
Background, Hypothesis, Descriptions.

= Mizeme jit v rezoluci obracené a hledat Hypothesis, kterou
k dukazu potrebujeme
1 z rezolventy C hledame C; a C, (mame-li C,, hledame jen C,)

{x/George, z/Elizabeth}
|Parem(Elizaberh,Anne) |
{v/Anne}
| - Grandparent(George ,Anne)
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